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Аннотация. Предложен формализованный алгоритм синтеза структуры нейросетевых 
моделей сложных объектов и систем, основанный на теоретико-информационной 
трактовке понятия сложности нейронной сети (НС) и обучающей выборки, используе-
мой в процессе настройки (обучения) весов синаптических связей НС. Рассмотрены 
различные варианты постановки задачи синтеза НС-моделей (распознавание обра-
зов, прогнозирование временных рядов, идентификация динамических объектов). 
Приведен пример построения НС-классификатора минимальной сложности на базе 
многослойного персептрона с одним и двумя скрытыми слоями, иллюстрирующий 
эффективность предложенного алгоритма структурного синтеза.  

Ключевые слова: нейронные сети; энтропия; обучающая выборка; принцип мини-
мальной сложности; распознавание образов; идентификация сложных объектов. 

 ВВЕДЕНИЕ 

За несколько десятков лет своего суще-
ствования искусственные нейронные сети 
(НС) хорошо себя зарекомендовали в раз-
личных областях и сегодня являются одним 
из наиболее интенсивно развивающихся 
направлений искусственного интеллекта. 
В числе преимуществ НС обычно указыва-
ют их естественный параллелизм, способ-
ность к обучению (и самообучению) 
на множестве обучающих примеров, воз-
можность воспроизведения произвольных 
нелинейных отображений с любой заданной 
степенью точности (за что их нередко назы-
вают «универсальными аппроксиматора-
ми»), поддержка развитыми инструмен-
тальными средствами (нейропакетами), по-
тенциально высокая помехо- и отказоустой-
чивость. Круг задач, решаемых с помощью 
нейросетевых технологий, также чрезвы-
чайно широк – это задачи аппроксимации 
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сложных нелинейных зависимостей, авто-
матической классификации и кластеризации 
разнотипных объектов (процессов), распо-
знавания образов, идентификации, диагно-
стики и прогнозирования состояния слож-
ных динамических объектов, нейроуправле-
ния, принятия решений в условиях неопре-
деленности и многое другое. Одной из 
центральных и активно обсуждаемых про-
блем при этом является проблема выбора 
требуемой (оптимальной, рациональной) 
структуры НС, адекватной конкретной ре-
шаемой задаче. На практике эта проблема 
обычно решается методом проб и ошибок 
(trial and error), путем наращивания струк-
туры НС («от простого – к сложному») [1], 
путем упрощения (редукции) сети 
(«от сложного – к простому») [2] или на 
основе оптимизации структуры НС с по-
мощью генетических алгоритмов (страте-
гия эволюционной оптимизации) [3]. 
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Идея построения управляющих систем 
на основе принципа минимальной сложно-
сти давно известна в теории систем. Один 
из отцов кибернетики У. Эшби сформули-
ровал и теоретически обосновал этот прин-
цип в виде принципа необходимого разно-
образия (Requisite Variety Law) [4], согласно 
которому мера разнообразия (т.е. уровень 
сложности) управляющей системы всегда 
должна соответствовать разнообразию 
(уровню сложности) управляемого объекта. 
Применительно к системам управления 
сложными динамическими объектами дан-
ный принцип, обычно называемый принци-
пом минимальной сложности, получил свое 
развитие в работах В. В. Солодовникова, 
В. Ф. Бирюкова, В. И. Тумаркина [5], 
В. И. Васильева, Б. Г. Ильясова, Р. А. Муна-
сыпова, Ф. А. Шаймарданова [6, 7], 
Г. А. Ржевского [8] и др. 

Применительно к НС, представляющим 
собой сложные динамические обучающиеся 
системы, проблема сложности начала ак-
тивно обсуждаться в течение последних 
двух-трех десятков лет. Помимо первых 
классических работ [9−11], посвященных 
определению границ достижимой точности 
аппроксимации произвольных нелинейных 
функций с помощью многослойных НС, 
был опубликован ряд работ, в которых раз-
вивались фундаментальные основы теории 
сложности НС.  

В работе [12] для оценки структурной 
сложности НС предложено использовать 
показатель ε-энтропии А. Н. Колмогорова, 
вычисляемой как 
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где 𝑁𝑁син – количество синапсов (весов си-
наптических связей) НС; 𝑦𝑦max – максималь-
ное значение сигнала, снимаемого с синап-
са; ∆𝑦𝑦 – шаг дискретизации сигналов по 
уровню, обеспечивающий требуемую точ-
ность функционирования сети. Авторы ста-
тьи вводят понятие потенциальной сложно-
сти НС как потенциального разнообразия 
класса нелинейных функций (отображений), 
реализуемых с заданной точностью с помо-
щью НС, а также актуальной сложности 
НС как сложности реализации конкретной 

нелинейной функции с заданной точностью 
с помощью конкретного прототипа НС.  

Общая постановка задачи выбора опти-
мальной структуры НС обсуждается в [13], 
где подчеркивается, что требуемое количе-
ство нейронов НС зависит прежде всего от 
3-х факторов: количества используемых 
обучающих примеров (т.е. объема обучаю-
щей выборки), размерности воспроизводи-
мой функции «вход-выход» и сложности 
описания этой функции (т.е. от того, 
насколько гладкой, «удобной» является эта 
функция). 

В работе [14] поставлены три фундамен-
тальных вопроса, важные для понимания 
сути НС-парадигмы решения задачи ап-
проксимации (регрессии) произвольной не-
линейной функции: 

1) как для заданного класса нелинейных 
функций 𝑭𝑭 = {𝒇𝒇𝑖𝑖(𝑿𝑿)} построить НС мини-
мальной сложности (понимая при этом под 
сложностью НС количество нейронов в 
скрытом слое), которая бы могла воспроиз-
вести любую из этих функций 𝒇𝒇𝑖𝑖(𝑿𝑿) с за-
данной достаточно малой погрешностью 
ε∗ > 0; 

2) располагая частичной априорной ин-
формацией об аппроксимируемой нелиней-
ной функции 𝒇𝒇𝑖𝑖(𝑿𝑿) в виде некоторого набо-
ра данных – обучающей выборки  
��𝑿𝑿(𝑟𝑟), 𝑓𝑓𝑖𝑖�𝑿𝑿(𝑟𝑟)���, 𝑟𝑟 = 1,2, … ,𝑅𝑅, как сформи-
ровать эту обучающую выборку таким об-
разом, чтобы она содержала минимальное 
количество примеров, одновременно позво-
ляя воспроизвести функцию 𝒇𝒇𝑖𝑖(𝑿𝑿) с задан-
ной погрешностью ε∗ > 0 (объем обучаю-
щей выборки 𝑅𝑅 при этом выступает в каче-
стве показателя информационной сложно-
сти решаемой задачи); 

3) как взаимосвязаны между собой ин-
формационная сложность и сложность НС и 
как эта взаимосвязь влияет на конечный ре-
зультат решения задачи, т.е. на конечную 
структуру НС, воспроизводящей заданную 
функцию 𝒇𝒇𝑖𝑖(𝑿𝑿) c погрешностью ε∗, а также 
на процесс ее обучения, т.е. настройки весов 
ее синаптических связей. 

Основное внимание авторы работы [15] 
уделяют определению качественной зави-
симости между ошибкой обучения НС и
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двумя указанными видами сложности, 
т.е. поиску ответа на 3-й вопрос, оставляя 
первые два вопроса в значительной степени 
открытыми. 

Обратимся к решению первой из ука-
занных задач, т.е., задачи определения НС 
минимальной сложности исходя из наличия 
заданной обучающей выборки, опираясь 
прежде всего на положения энтропийного 
подхода, ставшего достаточно популярным 
в последнее время [15, 16]. 

ПОСТАНОВКА ЗАДАЧИ  
СТРУКТУРНОГО СИНТЕЗА НС 

Будем полагать, что исследуемые       
НС-модели относятся к классу многослой-
ных персептронов, имеющих соответствен-
но один или два скрытых слоя (рис. 1). 

 
а 

 
б 

Рис. 1. Структурные схемы персептронов  
с одним и двумя скрытыми слоями 

Здесь 𝑿𝑿 = (𝑥𝑥1, … , 𝑥𝑥𝑚𝑚)𝑇𝑇 и 𝒀𝒀 = (𝑦𝑦1, … , 𝑦𝑦𝑛𝑛)𝑇𝑇 – 
входной и выходной векторы НС; 𝑚𝑚, 𝑁𝑁 и 𝑛𝑛 – 
количество нейронов во входном, скрытом и 
выходном слое НС (рис. 1, а); 𝑚𝑚, 𝑁𝑁1, 𝑁𝑁2 и 
𝑛𝑛 – количество нейронов во входном, первом 
и втором скрытом слое и выходном слое НС 
(рис. 1, б). Предполагается, что значения пе-
ременных 𝑥𝑥𝑗𝑗  (𝑗𝑗 = 1, … ,𝑚𝑚) и 𝑦𝑦𝑖𝑖  (𝑖𝑖 = 1, … ,𝑛𝑛) 

нормированы, т.е. принадлежат интервалу 
[−1, 1]. Для определенности принимаем, что 
функции активации всех нейронов (кроме 
нейронов входного слоя) являются однопо-
лярными или двухполярными сигмоидаль-
ными функциями, также принимающими 
значения в интервале [−1, 1]. 

В литературе принято называть сети 
данного класса «мелкими» (shallow) НС 
в отличие от «глубоких» (deep) НС, име-
ющих иерархическую организацию и 
большее число скрытых слоев, предло-
женных в последние годы в качестве «па-
нацеи» для обработки больших и сверх-
больших объемов информации (изображе-
ния, речь) [17]. В то же время, известно, 
что наличие одного−двух скрытых слоев 
на практике достаточно для реализации 
любого нелинейного отображения     
𝑭𝑭:𝑿𝑿 → 𝒀𝒀 с любой, сколько угодно малой 
погрешностью ε∗ [9, 10, 17, 18]. 

Для обучения НС задается обучающая 
выборка (табл. 1), которая содержит в себе 
множество обучающих примеров – пар  
векторов ��𝑿𝑿(𝑟𝑟),𝑫𝑫(𝑟𝑟) ��, (𝑟𝑟 = 1, 2, … ,𝑅𝑅), 
где 𝑿𝑿(𝑟𝑟) и 𝑫𝑫(𝑟𝑟)  – соответственно входной 
вектор НС и вектор желаемых выходов НС; 
𝑟𝑟 – номер обучающего примера; 𝑅𝑅 – число 
обучающих примеров (объем обучающей 
выборки). 

Таблица 1  
Обучающая выборка 

№ 
обу-
ча-

юще
го 

при-
мера 
𝑟𝑟 

Входы НС Желаемые выходы НС 

𝑥𝑥1 𝑥𝑥2 … 𝑥𝑥𝑚𝑚 𝑑𝑑1 𝑑𝑑2 … 𝑑𝑑𝑛𝑛 

1 𝑥𝑥1
(1) 𝑥𝑥2

(1) … 𝑥𝑥𝑚𝑚
(1) 𝑑𝑑1

(1) 𝑑𝑑2
(1) … 𝑑𝑑𝑛𝑛

(1) 

2 𝑥𝑥1
(2) 𝑥𝑥2

(2) … 𝑥𝑥𝑚𝑚
(2) 𝑑𝑑1

(2) 𝑑𝑑2
(2) … 𝑑𝑑𝑛𝑛

(2) 

…
 

…
 

…
  …
 

…
 

…
  …
 

𝑅𝑅 𝑥𝑥1
(𝑅𝑅) 𝑥𝑥2

(𝑅𝑅) … 𝑥𝑥𝑚𝑚
(𝑅𝑅) 𝑑𝑑1

(𝑅𝑅) 𝑑𝑑2
(𝑅𝑅) … 𝑑𝑑𝑛𝑛

(𝑅𝑅) 

Целью обучения НС является настройка 
весов межнейронных связей, обеспечиваю-
щих выполнение условия: 
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где 𝑦𝑦𝑖𝑖
(𝑟𝑟) и 𝑑𝑑𝑖𝑖

(𝑟𝑟)  – соответственно фактиче-
ское и желаемое значения i-го выхода НС в 
r-м обучающем примере, т.е. при подаче на 
вход сети вектора 𝑿𝑿(𝑟𝑟); 𝐸𝐸 – суммарная квад-
ратическая ошибка (СКО) обучения НС.  

В работе [19] вместо показателя СКО, 
вычисляемого по формуле (2), рекомендует-
ся использовать значение энтропии ошибки 
НС по Шеннону 

( ) ( ) ,f̂
n

Ĥ i

n

i
ε−=ε ∑

=1
log1

 (3) 

где 𝛆𝛆 = 𝒀𝒀 − 𝑫𝑫 – вектор ошибки НС; 𝑓𝑓(𝜀𝜀𝑖𝑖) – 
плотность распределения вероятности слу-
чайной величины 𝜀𝜀𝑖𝑖 = 𝑦𝑦𝑖𝑖 − 𝑑𝑑𝑖𝑖. Для оценки 
𝑓𝑓(𝜀𝜀𝑖𝑖) используется аппроксимация 
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где ℎ – параметр сглаживания стандартного 
ядра – функции Гаусса 𝐺𝐺(∙). Как и для пока-
зателя СКО, глобальный минимум функции 
энтропии (3) достигается при 𝜀𝜀1 = 𝜀𝜀2 = ⋯ =
= 𝜀𝜀𝑛𝑛 = 0. 

Ряд авторов рекомендует использовать в 
качестве меры энтропии ошибки НС такие 
показатели, как энтропию Реньи и кросс-
энтропию [19, 20]. 

Размерность векторов 𝑿𝑿 и 𝒀𝒀 для НС, 
изображенных на рис. 1, как правило, фик-
сирована и определяется содержательной 
постановкой решаемой задачи. Рассмотрим 
некоторые из возможных вариантов поста-
новки задачи синтеза НС. 

1. Задача автоматической классифика-
ции (распознавания образов) 

Здесь 𝑿𝑿 − вектор измеряемых (или экс-
пертно оцениваемых) признаков объекта; 
𝒀𝒀 − вектор, указывающий принадлежность 
входного вектора 𝑿𝑿 одному из 𝑀𝑀 заранее 
заданных классов. Очевидно, что объем 
обучающей выборки должен быть не мень-
ше числа распознаваемых образов (объек-
тов), т.е. должно выполняться условие 
𝑅𝑅 ≥ 𝑀𝑀. Количество выходов НС определя-

ется по формуле: 𝑛𝑛 = ⌈log2 𝑀𝑀⌉, где обозна-
чение ⌈∙⌉ соответствует операции округле-
ния числа в скобках до ближайшего боль-
шего целого. Область применения указан-
ных моделей (рис. 1) – биометрические  
системы идентификации личности,              
НС-системы обнаружения атак, оценка тех 
или иных опасных ситуаций и аномалий  
в поведении объекта. 

2. Задача прогнозирования многомерных 
временных рядов 

Схема НС-предиктора на базе персептро-
на с одним скрытым слоем (рис. 1, а), обес-
печивающего прогнозирование «будущих» 
значений временного ряда, заданного в виде 
дискретных отсчетов {𝑿𝑿(𝑘𝑘)}, (𝑘𝑘 = 0, 1, … ,𝐾𝐾) 
на интервале наблюдения [0,𝐾𝐾], приведена 
на рис. 2. Длительность интервала наблюде-
ния при этом определяется как:                   
𝐾𝐾 = 𝑇𝑇набл/∆𝑡𝑡, где 𝑇𝑇набл – время наблюдения; 
∆𝑡𝑡 = const – шаг дискретизации по времени. 

 
Рис. 2. Схема НС-предиктора 

Здесь ∆ – оператор временной задержки 
на один такт; 𝐿𝐿 – число таких блоков вре-
менных задержек по отношению к входно-
му вектору 𝑿𝑿(𝑘𝑘). Вектор 𝑿𝑿(𝑘𝑘) =
(𝑿𝑿𝑇𝑇(𝑘𝑘),𝑿𝑿𝑇𝑇(𝑘𝑘 − 1), … ,𝑿𝑿𝑇𝑇(𝑘𝑘 − 𝐿𝐿) )𝑇𝑇 в данном 
случае представляет собой расширенный 
входной вектор НС, компонентами которого 
являются значения собственно входного 
вектора 𝑿𝑿(𝑘𝑘) в момент времени 𝑘𝑘, а также 
«предыстория» этого вектора в предшество-
вавшие 𝐿𝐿 моментов времени, т.е. значения 
𝑿𝑿(𝑘𝑘 − 1), … ,𝑿𝑿(𝑘𝑘 − 𝐿𝐿) в пределах «скользя-
щего» временного окна. 

Согласно данной схеме, имеем размер-
ность вектора 𝑿𝑿(𝑘𝑘) (т.е. число нейронов во 
входном слое НС), равную 𝑚𝑚 = (𝐿𝐿 + 1) ∙
𝑚𝑚𝑥𝑥, где 𝑚𝑚𝑥𝑥 – размерность вектора 𝑿𝑿(𝑘𝑘); 
размерность вектора 𝒀𝒀(𝑘𝑘) равна 𝑛𝑛 = 𝑚𝑚𝑥𝑥. 
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В качестве желаемых выходных реакций 
𝑑𝑑𝑖𝑖

(𝑟𝑟), (𝑖𝑖 = 1, 2, … ,𝑛𝑛; 𝑟𝑟 = 1, 2, … ,𝑅𝑅) в обуча-
ющей выборке (см. табл. 1) указываются 
значения компонент вектора 𝑿𝑿(𝑘𝑘 + 1) в бу-
дущий (𝑘𝑘 + 1)-й момент времени. Таким 
образом, обучающая выборка содержит в 
данном случае 𝑅𝑅 = 𝐾𝐾 − 𝐿𝐿 строк (по числу 
скользящих временных окон, укладываю-
щихся в промежутке [0,𝐾𝐾]) и 𝑚𝑚 + 𝑚𝑚𝑥𝑥 = 
= (𝐿𝐿 + 2) ∙ 𝑚𝑚𝑥𝑥 столбцов, куда записываются 
значения компонент векторов 𝑿𝑿(𝑘𝑘) и 
𝑿𝑿(𝑘𝑘 + 1), начиная с момента времени 𝑘𝑘 = 𝐿𝐿 
и заканчивая моментом 𝐾𝐾 = 𝐾𝐾 − 1. 

3. Задача идентификации многомерного 
динамического объекта 

Целью идентификации является постро-
ение НС-модели объекта по результатам 
наблюдения за его входящими и выходя-
щими переменными на интервале времени 
[0,𝐾𝐾]. Пример построения динамической 
(рекуррентной) НС Жордана на базе пер-
септрона с одним скрытым слоем, решаю-
щей данную задачу, представлен на рис. 3. 

 
Рис. 3. Схема рекуррентной НС Жордана 

Данная НС-модель реализует нелиней-
ную зависимость «вход−выход», описывае-
мую матричным разностным уравнением 

𝒀𝒀(𝑘𝑘) = 𝑭𝑭�𝑿𝑿(𝑘𝑘),𝒀𝒀2(𝑘𝑘 − 1)�, (5) 

где 𝒀𝒀2(𝑘𝑘) – вектор, состоящий из 𝑛𝑛2 = 𝑛𝑛 −
−𝑛𝑛1 компонент выходного вектора      
𝒀𝒀(𝑘𝑘) = �𝒀𝒀(1)

𝑇𝑇 (𝑘𝑘),𝒀𝒀(2)
𝑇𝑇 (𝑘𝑘) �

𝑇𝑇
; 𝑛𝑛1 – размер-

ность вектора 𝒀𝒀𝟏𝟏(𝑘𝑘). Расширенный входной 
вектор 𝑿𝑿(𝑘𝑘) = �𝑿𝑿𝑇𝑇(𝑘𝑘),𝒀𝒀2𝑇𝑇(𝑘𝑘)�

𝑇𝑇
 в данном 

случае несет информацию как о входных 
сигналах модели, так и о предыдущих зна-
чениях («предыстории») координат выход-
ного вектора 𝒀𝒀(2)(𝑘𝑘 − 1). 

Каждая из 𝑅𝑅 строк обучающей выборки 
(см. табл. 1) включает в себя 𝑚𝑚 = 𝑚𝑚𝑥𝑥 + 𝑛𝑛2 
компонент расширенного входного вектора 
𝑿𝑿(𝑘𝑘) – входы НС, где 𝑚𝑚𝑥𝑥 – размерность 
вектора 𝑿𝑿(𝑘𝑘), а также 𝑛𝑛 компонент вектора 
выходов объекта 𝒀𝒀(𝑘𝑘), выступающих в ка-
честве желаемых выходных реакций НС. 
Общее количество строк обучающей вы-
борки равно 𝑅𝑅 = 𝐾𝐾 − 𝑛𝑛2, где 𝐾𝐾 = 𝑇𝑇набл/∆𝑡𝑡 – 
длительность интервала наблюдения, т.е. 
общее количество дискретных отсчетов век-
торов 𝑿𝑿(𝑘𝑘) и 𝒀𝒀(𝑘𝑘). Число 𝑛𝑛2 (размерность 
вектора 𝒀𝒀(2)(𝑘𝑘)) определяет в данном слу-
чае количество элементов временной за-
держки в обратной связи НС (блок ∆) и рав-
но порядку нелинейного разностного урав-
нения (5). 

Для каждой из рассмотренных выше по-
становок задача структурного синтеза НС 
сводится в конечном итоге к определению 
необходимого числа нейронов в скрытом 
слое (или в скрытых слоях) с учетом объема 
обучающей выборки и заданного числа 
нейронов во входном и выходном слое НС. 

Ранее в [21] рассматривался детермини-
рованный подход к решению данной задачи, 
заключающийся в нахождении структуры 
НС минимальной сложности из условия 
совместности системы нелинейных алгеб-
раических уравнений 

𝑦𝑦𝑖𝑖
(𝑟𝑟) − 𝑑𝑑𝑖𝑖

(𝑟𝑟) = 𝑓𝑓𝑖𝑖�𝑿𝑿(𝑟𝑟),𝑾𝑾� −  𝑑𝑑𝑖𝑖
(𝑟𝑟) = 0, 

(𝑖𝑖 = 1, 2, … ,𝑛𝑛;  𝑟𝑟 = 1, 2, … ,𝑅𝑅), 
(6) 

в которой в качестве неизвестных выступа-
ют веса синаптических связей НС (компо-
ненты вектора 𝑾𝑾). Покажем возможность 
решения данной задачи на основе энтро-
пийного подхода, с использованием энтро-
пии как меры информационной сложности 
обучающей выборки и структурной слож-
ности НС. 

ТЕОРЕТИКО-ИНФОРМАЦИОННАЯ 
ИНТЕРПРЕТАЦИЯ ПРИНЦИПА  

МИНИМАЛЬНОЙ СЛОЖНОСТИ НС 

В основе развиваемого ниже принципа 
минимальной сложности НС лежит принцип 
необходимого разнообразия У. Р. Эшби, 
принимающий применительно к рассматри-
ваемой задаче структурного синтеза НС 
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следующую трактовку. Пусть 𝑿𝑿, 𝑾𝑾 и 𝒀𝒀 – 
три случайных процесса (векторные вели-
чины), где 𝑿𝑿 – источник входных данных 
НС, подчиняющихся некоторому распреде-
лению 𝐷𝐷(𝑿𝑿), выборочные значения которых 
образуют обучающую выборку; 𝑾𝑾 – вектор 
весов синаптических связей НС, значения 
которых изначально неизвестны и должны 
быть найдены в результате обучения НС с 
использованием данных обучающей выбор-
ки; 𝒀𝒀 – вектор выходных переменных НС, 
зависящих от значений компонент векторов 
𝑿𝑿 и 𝑾𝑾 (рис. 4). 

 
Рис. 4. Взаимодействие случайных процессов 

при обучении НС 

Тогда, используя для указанных случай-
ных процессов (векторных величин) поня-
тие энтропии Шеннона, можно записать: 

𝐻𝐻(𝑿𝑿𝑾𝑾) = 𝐻𝐻(𝑾𝑾|𝑿𝑿); (7) 

𝐻𝐻(𝒀𝒀𝑾𝑾) = 𝐻𝐻(𝒀𝒀) + 𝐻𝐻(𝑾𝑾|𝒀𝒀) = 

= 𝐻𝐻(𝑾𝑾) + 𝐻𝐻(𝒀𝒀|𝑾𝑾); 
(8) 

где 𝐻𝐻(𝑾𝑾) и 𝐻𝐻(𝒀𝒀) – энтропии случайных ве-
личин 𝑾𝑾 и 𝒀𝒀; 𝐻𝐻(𝑿𝑿𝑾𝑾) и 𝐻𝐻(𝒀𝒀𝑾𝑾) – взаимные 
энтропии объединения соответствующих 
величин; 𝐻𝐻(𝑿𝑿|𝑾𝑾), 𝐻𝐻(𝑾𝑾|𝒀𝒀) и 𝐻𝐻(𝒀𝒀|𝑾𝑾) – 
условные энтропии случайных величин 𝑿𝑿, 
𝑾𝑾 и 𝒀𝒀. 

Перепишем выражение (8) в виде: 

𝐻𝐻(𝒀𝒀|𝑾𝑾) = 𝐻𝐻(𝒀𝒀) + 𝐻𝐻(𝑾𝑾|𝒀𝒀) − 𝐻𝐻(𝑾𝑾)= 

= 𝐻𝐻(𝒀𝒀) − 𝐼𝐼(𝒀𝒀|𝑾𝑾), 
(9) 

где 𝐼𝐼(𝑾𝑾,𝒀𝒀) = 𝐻𝐻(𝑾𝑾) −  𝐻𝐻(𝑾𝑾|𝒀𝒀) – количе-
ство информации, полученное в процессе 
обучения НС. Полагая, что после заверше-
ния процесса обучения имеем 𝐻𝐻(𝑾𝑾|𝒀𝒀) = 0, 
можно записать: 

𝐻𝐻(𝒀𝒀|𝑾𝑾) = 𝐻𝐻(𝒀𝒀)max − 𝐻𝐻(𝑾𝑾).  

Поэтому для снижения условной энтропии 
𝐻𝐻(𝒀𝒀|𝑾𝑾) до нуля необходимо обеспечить 
выполнение следующего условия, которое 
выступает в данном случае в роли принципа 
минимальной сложности НС: 

𝐻𝐻(𝑾𝑾) = 𝐻𝐻(𝒀𝒀)max . (10) 

Таким образом, для уменьшения энтро-
пии 𝐻𝐻(𝒀𝒀|𝑾𝑾) за счет настройки (обучения) 
весов НС необходимо, чтобы мера разнооб-
разия (сложность) НС соответствовала мере 
разнообразия (неопределенности) 𝐻𝐻(𝒀𝒀), вы-
численной относительно возможных значе-
ний выходов сети на заданной обучающей 
выборке. 

Будем оценивать 𝐻𝐻(𝒀𝒀) как энтропию 
множества случайных величин 
�𝑦𝑦1

(𝑟𝑟), 𝑦𝑦2
(𝑟𝑟), … , 𝑦𝑦𝑛𝑛

(𝑟𝑟) �, (𝑟𝑟 = 1, 2, … ,𝑅𝑅), где 𝑦𝑦𝑖𝑖
(𝑟𝑟) – 

значение i-го выхода НС в r-м экспери-
менте, т.е. для -й строки обучающей вы-
борки (см. табл. 1). Полагая, что случай-
ные величины 𝑦𝑦𝑖𝑖

(𝑟𝑟) являются независимы-
ми и принимают дискретные значения 𝑦𝑦𝑖𝑖𝑗𝑗

(𝑟𝑟) 
с вероятностями 𝑝𝑝𝑖𝑖𝑗𝑗

(𝑟𝑟), где ∑ 𝑝𝑝𝑖𝑖𝑗𝑗
(𝑟𝑟) = 1𝑗𝑗 , мож-

но записать выражение для энтропии 𝐻𝐻(𝒀𝒀) 
в виде 

𝐻𝐻(𝒀𝒀) = ��𝐻𝐻�𝑦𝑦𝑖𝑖
(𝑟𝑟)�

𝑛𝑛

𝑖𝑖=1

𝑅𝑅

𝑟𝑟=1

=

= −���𝑝𝑝𝑖𝑖𝑗𝑗
(𝑟𝑟) log2 𝑝𝑝𝑖𝑖𝑗𝑗

(𝑟𝑟)

𝑗𝑗∈𝐽𝐽

𝑛𝑛

𝑖𝑖=1

𝑅𝑅

𝑟𝑟=1

, 
(11) 

где 𝐻𝐻�𝑦𝑦𝑖𝑖
(𝑟𝑟)� – энтропия случайной величины 

𝑦𝑦𝑖𝑖
(𝑟𝑟), а суммирование по 𝑗𝑗 ведется по всем 

возможным состояниям 𝐽𝐽 дискретной вели-
чины 𝑦𝑦𝑖𝑖𝑗𝑗

(𝑟𝑟). 
Допущение о независимости случайных 

величин 𝑦𝑦𝑖𝑖
(𝑟𝑟) на практике может не выпол-

няться, однако оно дает верхнюю оценку эн-
тропии 𝐻𝐻(𝒀𝒀) для «наихудшего случая», ко-
гда все эти величины не зависят друг от дру-
га. При необходимости учета взаимосвязи 
случайных величин 𝑦𝑦𝑖𝑖

(𝑟𝑟) необходимо исполь-
зовать условные вероятности для различных 
выходных реакций НС (𝑖𝑖 = 1, 2, … ,𝑛𝑛) и раз-
личных значений входного вектора 𝑿𝑿(𝑟𝑟), 
(𝑟𝑟 = 1, 2, … ,𝑅𝑅), что вследствие учета допол-
нительной априорной информации об усло-
виях задачи даст меньшее значение энтропии 
𝐻𝐻(𝒀𝒀), поскольку снижает имеющуюся ис-
ходную неопределенность [22]. 

Полагая, что дискретный характер 𝑦𝑦𝑖𝑖
(𝑟𝑟) 

связан с использованием двоичной разряд-

X W Y 
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ной сетки, имеющей 𝐷𝐷𝑌𝑌 разрядов (т.е. неиз-
бежным округлением результатов вычисле-
ний с точностью до ∆𝑦𝑦 = 2−𝐷𝐷𝑌𝑌 – веса еди-
ницы младшего разряда), можно принять 
условие равновероятности всех 2𝐷𝐷𝑌𝑌  воз-
можных состояний случайной величины 
𝑦𝑦𝑖𝑖

(𝑟𝑟): 𝑝𝑝𝑖𝑖𝑗𝑗
(𝑟𝑟) = 2−𝐷𝐷𝑌𝑌 независимо от номера вы-

хода НС (𝑖𝑖) и строки обучающей выборки 
(𝑟𝑟). Это условие также, возможно, является 
чрезмерно жестким, однако именно в этом 
случае мы получаем верхнюю (максимально 
возможную) оценку искомой величины эн-
тропии 𝐻𝐻(𝒀𝒀)max [15]. Подставляя          
𝑝𝑝𝑖𝑖𝑗𝑗

(𝑟𝑟) = 2−𝐷𝐷𝑌𝑌 в формулу (11), получаем 

𝐻𝐻(𝒀𝒀)max = 𝑅𝑅 ∙ 𝑛𝑛 ∙ 𝐷𝐷𝑌𝑌 , (12) 

т.е. энтропия множества выходных пере-
менных НС �𝑦𝑦𝑖𝑖

(𝑟𝑟)� тем больше, чем выше 
значения размерности 𝑛𝑛 выходного вектора, 
объема обучающей выборки 𝑅𝑅 и разрядно-
сти 𝐷𝐷𝑌𝑌, т.е. желаемой точности представле-
ния результатов. 

С другой стороны, энтропия 𝐻𝐻(𝑾𝑾) как 
мера разнообразия (структурной сложности) 
НС также может быть найдена по формуле 

𝐻𝐻(𝑾𝑾) = −��𝑝𝑝𝑖𝑖𝑗𝑗𝑊𝑊 log2 𝑝𝑝𝑖𝑖𝑗𝑗𝑊𝑊

𝑗𝑗∈𝐽𝐽𝑖𝑖∈𝐼𝐼

 , (13) 

где 𝐼𝐼 – множество номеров синаптических 
связей НС (межнейронных соединений);      
𝐽𝐽 – множество возможных значений весов 
синаптических связей в двоичной разрядной 
сетке, имеющей количество разрядов, рав-
ное 𝐷𝐷𝑊𝑊; 𝑝𝑝𝑖𝑖𝑗𝑗𝑊𝑊 – вероятность того, что вес i-й 
синаптической связи принимает j-е возмож-
ное значение. 

Но тогда для 3-слойной НС с одним 
скрытым слоем (см. рис. 1, а) имеем при 
𝑝𝑝𝑖𝑖𝑗𝑗𝑊𝑊 = 2−𝐷𝐷𝑊𝑊: 

𝐻𝐻(𝑾𝑾) = 𝑁𝑁син ∙ 𝐷𝐷𝑊𝑊 = 

= 𝑁𝑁(𝑚𝑚 + 𝑛𝑛) ∙  𝐷𝐷𝑊𝑊 , 
(14) 

где 𝑁𝑁син – общее количество настраиваемых 
синаптических связей НС, т.е. размерность 
вектора весов 𝑾𝑾; 𝐷𝐷𝑊𝑊 – разрядность пред-
ставления значений весов НС. 

Подставляя (13) и (14) в (10), получаем 

𝑁𝑁(𝑚𝑚 + 𝑛𝑛) ∙  𝐷𝐷𝑊𝑊 = 𝑅𝑅 ∙ 𝑛𝑛 ∙ 𝐷𝐷𝑌𝑌 .  

Разрешая полученное уравнение относи-
тельно искомой величины 𝑁𝑁 – количества 
нейронов в скрытом слое НС, находим 

𝑁𝑁 = 𝑖𝑖𝑛𝑛𝑡𝑡 �
𝑅𝑅 ∙ 𝑛𝑛 ∙ 𝐷𝐷𝑌𝑌

(𝑚𝑚 + 𝑛𝑛) ∙ 𝐷𝐷𝑊𝑊
�. (15) 

Полагая в частном случае 𝐷𝐷𝑌𝑌 = 𝐷𝐷𝑊𝑊, т.е. 
одинаковую разрядность значений выходов 
НС и весов межнейронных связей, получаем 
соотношение  

𝑁𝑁 = �
𝑅𝑅 ∙ 𝑛𝑛
𝑚𝑚 + 𝑛𝑛

�, (15а) 

что совпадает с полученной в [23] оценкой 
требуемого числа нейронов в скрытом слое 
НС (ранее аналогичные рекомендации при-
водились в [23]). 

Для НС с 2-я скрытыми слоями          
(см. рис. 1, б) общее количество настраива-
емых синаптических связей (𝑁𝑁син) подсчи-
тывается как  

𝑁𝑁син = 𝑚𝑚 ∙ 𝑁𝑁1 + 𝑁𝑁1 ∙ 𝑁𝑁2 + 𝑁𝑁2 ∙ 𝑛𝑛, 

поэтому энтропия 𝐻𝐻(𝑾𝑾) определяется вы-
ражением  

𝐻𝐻(𝑾𝑾) = 𝑁𝑁син ∙ 𝐷𝐷𝑊𝑊 = 

= (𝑚𝑚 ∙ 𝑁𝑁1 + 𝑁𝑁1 ∙ 𝑁𝑁2 + 𝑁𝑁2 ∙ 𝑛𝑛) ∙ 𝐷𝐷𝑊𝑊, 

и условие (10) с учетом (12) принимает вид  

(𝑚𝑚 ∙ 𝑁𝑁1 + 𝑁𝑁1 ∙ 𝑁𝑁2 + 𝑁𝑁2 ∙ 𝑛𝑛) ∙ 𝐷𝐷𝑊𝑊 = 

= 𝑅𝑅 ∙ 𝑛𝑛 ∙ 𝐷𝐷𝑌𝑌 . 
(16) 

Данное соотношение определяет минималь-
но необходимые значения числа нейронов 𝑁𝑁1 
и 𝑁𝑁2 в 1-м и 2-м скрытом слое НС, в зависи-
мости от конкретных исходных данных ре-
шаемой задачи (т.е. чисел 𝑚𝑚, 𝑛𝑛, 𝑅𝑅, 𝐷𝐷𝑌𝑌 и 𝐷𝐷𝑊𝑊). 

Задаваясь в (16) значением 𝑁𝑁2 в качестве 
свободного параметра, можно вычислить 
величину 𝑁𝑁1 как 

𝑁𝑁1 = �
𝑛𝑛

𝑚𝑚 + 𝑁𝑁2
�𝑅𝑅 ∙

𝐷𝐷𝑌𝑌
𝐷𝐷𝑊𝑊

− 𝑁𝑁2��, (17) 

или в частном случае, для 𝐷𝐷𝑌𝑌 = 𝐷𝐷𝑊𝑊: 

𝑁𝑁1 = �
𝑛𝑛 ∙ (𝑅𝑅 − 𝑁𝑁2)
𝑚𝑚 + 𝑁𝑁2

�, (17а) 

что также согласуется с оценкой, получен-
ной в [21], и является доказательством пра-
вомерности рассмотренного выше подхода. 
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ПРИМЕР 

Рассмотрим задачу биометрической 
идентификации человека по фотографии 
лица. Воспользуемся базой данных AT & T 
Facedatabase (ORL), которая содержит 
10 изображений лиц сорока различных че-
ловек. Снимки были получены в разное 
время с изменением освещения, мимики 
(открытые / закрытые глаза, улыбаются / 
не улыбаются) и черт лица (очки / без оч-
ков). Все снимки лиц были сделаны на тем-
ном однородном фоне анфас. Отберем 
из каждого класса по 4 случайных изобра-
жения. Каждое изображение имеет размер 
92 на 112 пикселей и представлено 
в 255 градациях серого. Векторизация ис-
ходных изображений и применение метода 
главных компонент позволяют перейти 
в редуцированное пространство признаков 
с размерностью 𝑚𝑚 = 32 и сохранением 95 % 
исходной информации. 

Допустим, что требуется построить   
НС-классификатор (устройство распознава-
ния образов), располагая следующими ис-
ходными данными: 

− количество признаков распознавае-
мого объекта (размерность входного векто-
ра) 𝑚𝑚 = 32; 

− количество классов распознаваемых 
объектов 𝑀𝑀 = 40; 

− выходной вектор НС должен пред-
ставлять собой двоичный код номера клас-
са, т.е. 𝑛𝑛 = ⌈log2 𝑀𝑀⌉ = 6; 

− разрядность выходных значений  
и весов НС одинакова 𝐷𝐷𝑌𝑌 = 𝐷𝐷𝑊𝑊 = 8. 

Решение задачи: Применяя формулу 
(15а) для НС с одним скрытым слоем 
(см. рис. 1, а) и полагая 𝑅𝑅 = 4𝑀𝑀 = 60, по-
лучаем: 𝑁𝑁 = �160∙6

32+6
� = ⌈25,3⌉ = 26, т.е. тре-

буемая структура НС принимает вид: 
32 − 26 − 6 (32 нейрона во входном слое, 
26 – в скрытом слое и 6 – в выходном слое), 
а значения энтропии 𝐻𝐻(𝑾𝑾) и 𝐻𝐻(𝒀𝒀)max, вы-
ступающие в качестве показателей струк-
турной сложности НС и информационной 
сложности задачи обучения, соответственно 
равны 7904 и 7680 бит, т.е. практически 
совпадают (различие 2,9 %). На рис. 5 пред-
ставлены кривые процесса обучения НС. 

Для структурной схемы НС с 2-я скры-
тыми слоями (см. рис. 1, б) получаем 
из формулы (17а): 𝑁𝑁1 = 20,𝑁𝑁2 = 12, т.е. 
структура НС имеет вид: 32 − 20 − 10 − 6 
(32 нейрона во входном слое, 20 – в 1-м 
скрытом слое, 10 – во 2-м скрытом слое, 
6 – в выходном слое). Показатели энтропии: 
𝐻𝐻(𝑾𝑾) = 𝐻𝐻(𝒀𝒀)max = 8000 бит. 

 

 
Рис. 5. Огибающая изменений модулей ошибки 

нейронов в процессе обучения НС 

Количество синаптических связей, т.е. 
количество настраиваемых весов (𝑁𝑁син)        
в 1-м и во 2-м случае, также практически 
совпадает: 𝑁𝑁син1 = 988; 𝑁𝑁син2 = 1000, т.е. 
оба варианта НС обладают одинаковыми 
возможностями, удовлетворяя принципу 
минимальной сложности (рис. 6−7). 

 
Рис. 6. Графики изменения абсолютных значений 

ошибок нейронов в процессе обучения НС 

 
Рис. 7. Графики изменения абсолютных значений 

ошибок нейронов в процессе обучения НС
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Отметим, что применение данного под-

хода допускает следующую наглядную ин-
терпретацию процесса обучения НС (рис. 8). 

 
Рис. 8. Изменение энтропии в процессе обучения НС 

Как показано на данном рисунке, в про-
цессе обучения НС происходит уменьшение 
энтропии выходных реакций сети 𝐻𝐻(𝒀𝒀|𝑾𝑾) 
за счет получения извне (так называемые 
«указания учителя») дополнительной ин-
формации 𝐼𝐼(𝑾𝑾,𝒀𝒀) о целях и фактических 
результатах обучения. Таким образом, 
в процессе настройки весов НС она аккуму-
лирует определенный объем знаний, 
направленный на снижение априорной не-
определенности, присущей началу процесса 
обучения. Уровень априорной неопределен-
ности определяется в данном случае вели-
чиной энтропии 𝐻𝐻(𝒀𝒀)max, а способность НС 
к усвоению необходимых знаний – величи-
ной энтропии весов ее межнейронных  
(синаптических) связей  𝐻𝐻(𝑾𝑾). 

ЗАКЛЮЧЕНИЕ 

В данной статье решается задача опре-
деления структуры НС-моделей минималь-
ной сложности, адекватных располагаемому 
объему обучающей выборки и специфике 
решаемых с их помощью прикладных задач. 
Рассмотрены различные варианты поста-
новки прикладных задач (распознавание об-
разов, прогнозирование временных рядов, 
идентификация динамических объектов). 
Показано, что все эти задачи могут быть 
решены с позиций единого подхода, бази-
рующегося на использовании принципа ми-
нимальной сложности, вытекающего из за-
кона необходимого разнообразия У.  Эшби. 
В качестве соответствующих показателей 
сложности в работе приняты характеристи-
ки энтропии по Шеннону для структурной 
организации НС (структурная сложность) и 
состава обучающей выборки (информаци-
онная сложность). 

Рассмотрены особенности решения за-
дачи структурного синтеза для многослой-
ных НС с одним и двумя скрытыми слоями, 
получены расчетные соотношения для вы-
бора необходимого количества нейронов в 
скрытом слое. Приведен иллюстративный 
пример, демонстрирующий работоспособ-
ность и эффективность предложенного под-
хода. 
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