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Аннотация. Обсуждается одно из научно-образовательных направлений развития 
университета нового поколения по созданию интеллектуальных моделей сложных 
систем. Рассматривается принцип реализации математических моделей газотурбин-
ных двигателей в виде рекуррентных нейронных сетей и их применение в полунатур-
ном комплексном моделировании для отладки систем автоматического управления, 
контроля и диагностики. Проводится сравнение NARX и GRU архитектур, описывается 
методика построения нейросетевой модели газотурбинного двигателя, реализация 
модели на стенде полунатурного моделирования. Приводятся результаты полунатур-
ного моделирования параметров авиационного двигателя с реальной системой 
управления. Проводится анализ точности и адекватности моделей.  

Ключевые слова: ГТД; рекуррентная нейронная сеть; GRU, NARX; машинное обуче-
ние; динамическая модель; полунатурное моделирование. 

ВВЕДЕНИЕ 

В эпоху формирования цифрового общества система образования государства и универ-

ситеты России находятся в постоянном поиске стратегии развития. Мировая индустрия сего-

дня опирается на передовые технологии, где университеты начинают занимать важнейшую 

роль не только в формировании человеческого капитала, но и являться драйвером роста про-

мышленности и развития «экономики знаний». В зависимости от фаз развития общества, 

университеты классифицируются на: университеты первого поколения – образовательные, 

выполняющие сугубо образовательную функцию; университеты 2.0 – индустриальные, вы-

полняющие исследования и разработки в интересах промышленности; университеты 3.0 – 

предпринимательские, коммерциализирующие знания и технологии и находящиеся в тесной 

связке с бизнесом. Сегодня в период постиндустриального перехода начинает складываться 

концепция Университета 4.0 как института развития общества и «корпорации знаний», со-

здающего ценности и смыслы для современной индустрии. Университет 4.0 ставит перед со-

бой другой класс задач – решение проблем мирового уровня, поиска ответов на глобальные 

вызовы, формирование интеллектуальных сообществ и сетей, включая создание искусствен-

ного интеллекта и гибридных видов интеллекта. Остается открытым вопрос: с какими циф-

ровыми технологиями связать стратегию развития образовательного процесса в университе-

те нового поколения? 

Исследование проводится при финансовой поддержке Министерства образования и науки Российской Феде-

рации в рамках базовой части государственного задания образовательным организациям высшего образования 

№ FEUE-2020-0007. 
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В настоящее время развитие машиностроительной и топливо-энергетической промыш-

ленности опирается на технологии цифрового производства, компьютерного моделирования, 

машинного обучения, облачных вычислений и киберфизических систем. В связи с этим реа-

лизуется технология полунатурного моделирования и создания «цифровых двойников» как 

на этапах проектирования и производства, так и на этапах эксплуатации и утилизации [1]. 

Цифровые двойники признаны сократить сроки разработки изделий, снижают стоимость их 

эксплуатации и повышают скорость их вывода на рынок. Технологии, лежащие в основе ЦД: 

искусственный интеллект, умное производство (Industry 4.0), 3D-печать, инжиниринг 

(CAD/PLM/ALM), IoT, VR, AR и др. Технология полунатурного моделирования применяется 

для прототипирования, тестирования и эксплуатации разрабатываемых изделий (физических 

объектов) с комплексом математических моделей, где реальные системы сопряжены с вирту-

альными моделями (цифровым двойником сложного объекта), в составе которого они нахо-

дятся. 

Законодателями цифровых двойников в авиадвигателестроении являются компании Boe-

ing, Airbus SE, General Electric, Pratt & Whitney, Rolls-Royce Group. В России цифровые двой-

ники применяются в ГК «Ростех», АО «ОДК», АО «Технодинамика» и других крупных 

авиационных компаниях при проектировании, производстве и эксплуатации двигателей 

SaM146, ПД-14, ПД-35, морских газотурбинных двигателей (ГТД) и двигателей для боевой 

авиации.  

Одной из важных и актуальных проблем в авиадвигателестроении сегодня является обес-

печение адекватности моделей ГТД и их систем автоматического управления, контроля и ди-

агностики (САУКиД). Интеграция алгоритмов управления, контроля и диагностики может 

приводить к различным «коллизиям», которые необходимо моделировать и учитывать при 

проектировании и доводке системы управления. 

Отметим, что в процессе анализа и синтеза систем автоматического управления возника-

ет необходимость коррекции и адаптации существующей модели ГТД под конкретный дви-

гатель для эффективной его эксплуатации. Для решения такой проблемы необходимы адап-

тивные модели, которые идентифицируются по реальным характеристикам объекта и усло-

виям его эксплуатации. 

В последнее десятилетие широко применяются технологии на основе искусственных 

нейронных сетей в моделировании, исследовании и разработке авиационных двигателей и их 

систем управления [2–6]. Целью исследования является повышение эффективности полуна-

турного комплексного моделирования и тестирования реальной САУКиД за счет использо-

вания нелинейных динамических математических моделей ГТД и их систем в виде рекур-

рентных нейронных сетей в составе стенда. 

АРХИТЕКТУРЫ РЕКУРРЕНТНЫХ НЕЙРОННЫХ СЕТЕЙ 

Рекуррентные нейронные сети (recurrent neural network, RNN) представляют собой класс 

нейронных сетей с внутренней памятью, где связи между элементами образуют направлен-

ную последовательность. RNN использует предыдущее состояние сети для вычисления те-

кущего, что позволяет обрабатывать серии событий во времени. Существует множество ар-

хитектур рекуррентных нейронных сетей: сети Хопфилда, Элмана и Джордана, LSTM, 

BiLSTM и др. Для моделирования параметров авиационного двухконтурного турбореактив-

ного двигателя предлагается использовать нелинейую авторегрессионную нейронную сеть 

с внешним входом (nonlinear autoregressive neural network with external input, NARX) и сеть 

с управляемыми рекуррентными блоками (gated recurrent units, GRU) [7]. На рис. 1 показаны 

структуры рекуррентных нейронных сетей. 

Общая формула вычисления выходного значения NARX: 
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где xt – входной вектор; ht − вектор скрытого слоя; yt − вектор выходного слоя; Wi, Wr, Wy – 

входные, рекуррентные и выходные матрицы весов; bh, by – смещение скрытого и выходного 

слоя соответственно; σh, σy – функция активации скрытого и выходного слоя. Такой тип сети 

позволяет моделировать временные ряды с учетом предыдущих значений и использует для 

этого временные задержки. Задержка входного слоя определяет на каких предшествующих 

временных шагах значения входного вектора будут учитываться при получении предсказа-

ния на текущем временном шаге. 
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Рис. 1. Структуры рекуррентных нейронных сетей: а – NARX; б – GRU 

Проблема NARX заключается в том, что она не может «удержать в памяти» слишком 

длинные последовательности и возникают проблемы «исчезновения» или «зашкаливания» 

градиентов в процессе обучения методом обратного распространения ошибки. 

Рекуррентные нейронные сети типа GRU с использованием механизмов вентилей справ-

ляются с этой проблемой. Особенностью GRU является то, что ее элементами являются 

не отдельные нейроны, а совокупность нейронов, которая называется модулем. Модуль име-

ет фильтры или вентили, определяющие, каким образом информация будет использоваться 

для вычисления как выходных значений на текущем слое, так и значений скрытого слоя 

на следующем шаге. GRU имеет два вентиля – вентиль обновления zt (update gate) и вентиль 

сброса (reset gate) rt. Вентиль обновления определяет сколько информации сохранить от по-

следнего состояния и сколько информации получить от предыдущего слоя. Вентиль сброса 

контролирует, что из предыдущего скрытого состояния будет учитываться при создании но-

вого кандидата в значение скрытого состояния, он имеет возможность сбросить скрытое зна-

чение. 
Вентили GRU сети вычисляются как: 
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где xt – входной вектор; ht–1  – скрытое состояние на предыдущем шаге; W – матрицы вход-

ных весов; U – матрицы рекуррентных весов; b – смещение; σg  – функция активации на ос-

нове сигмоиды [7]. Для вычисления скрытого состояния сначала необходимо определить 

кандидата в скрытое состояние ˆ
th : 

1
ˆ ( ( ) ),t h h t h t t hh x r h b  W U

где σh – функция активации на основе гиперболического тангенса; 

– покомпонентное произведение. Скрытое состояние является выходным значением yt мо-

https://ru.wikipedia.org/wiki/%D0%9C%D0%B5%D1%82%D0%BE%D0%B4_%D0%BE%D0%B1%D1%80%D0%B0%D1%82%D0%BD%D0%BE%D0%B3%D0%BE_%D1%80%D0%B0%D1%81%D0%BF%D1%80%D0%BE%D1%81%D1%82%D1%80%D0%B0%D0%BD%D0%B5%D0%BD%D0%B8%D1%8F_%D0%BE%D1%88%D0%B8%D0%B1%D0%BA%D0%B8


45С.  В.  Новиков ,  А .  И .  Абдулнагимов,  Г .  К .  Агеев  ● Нейросетевые… 

дуля на текущем шаге и используется при вычислении выходного значения на следующем 

шаге:  

1
ˆ(1 ) )t t t t th z h z h   . 

РЕАЛИЗАЦИЯ НЕЙРОСЕТЕВОЙ МОДЕЛИ ГТД 

Математическое представление нелинейной динамической модели двухвального ГТД 

можно представить в виде системы дифференциальных уравнений, где aij и bij – коэффици-

енты для каждого режима, управляющий сигнал GТ – расход топлива, переменные состояния 

на предыдущем шаге: (ni–1) – частоты вращения роторов низкого (n1) и высокого (n2) давле-

ния; (Tтнд–1) – температура за турбиной; (πк–1) – степени повышения давления за компрессо-

ром (αРНА–1) – угол положения направляющих аппаратов. 
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Для реализации нейросетевой модели ГТД используются переходные процессы двухкон-

турного турбореактивного двигателя на земных режимах. В качестве входного параметра 

выступает расход топлива (GТ), выходными параметрами являются n1, n2, Tтнд, πк, αРНА. Дис-

кретность данных – 200 Гц, объем выборки 6 * 250000. 

Методика создания нейросетевой модели ГТД по реальным характеристикам состоит 

из следующих этапов:  

1. Импорт данных в среду моделирования. Предварительная обработка данных.

2. Задание структуры нейронной сети.

3. Обучение и тестирование нейронной сети.

4. Интеграция модели в стенд полунатурного моделирования в среду Matlab Simulink.

5. Испытания модели в составе реальной системы управления ГТД.

RNN обучается на режиме запуска и земных-высотных режимах. Для обучения NARX се-

ти использовался алгоритм шкалированных сопряженных градиентов [8], который позволяет 

обучать большие массивы данных и решает проблему переполнения оперативной памяти. 

В скрытых слоях использовалась функция активации Эллиота (модификация сигмоидальной 

функции гиперболического тангенса): 
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Минимизация функционала ошибок осуществлялась на основе взвешенной оценки диспер-
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где веса являются позитивными значениями и 
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  Для увеличения производительности

вычислений применялись процедуры MapReduce/MemoryReduce и параллельных вычисле-

ний. 

RNN на основе GRU состоит из слоев GRU layer, dropout layer (слой регуляризации для 

устранения проблемы переобучения сети), fullyConnected layer (полносвязный слой). Алго-

ритм обучения – метод адаптивной оценки моментов (Adaptive Moment Estimation, Adam). 

https://ru.wikipedia.org/wiki/%D0%9F%D0%B5%D1%80%D0%B5%D0%BE%D0%B1%D1%83%D1%87%D0%B5%D0%BD%D0%B8%D0%B5
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В алгоритме используются скользящие средние как градиентов, так и вторых моментов гра-

диентов [9]. 
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Первая формула использует коэффициент ослабления β1 для вычисления среднего градиента, 

вторая формула использует коэффициент ослабления β2 для вычисления среднего квадрата 

градиента. Затем добавляется корректирующее смещение, чтобы избежать слишком большо-

го шага в самом начале. 
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где      является малой добавкой, используемой для предотвращения деления на 0. 

ПОЛУНАТУРНОЕ МОДЕЛИРОВАНИЕ И АПРОБАЦИЯ МОДЕЛИ 

Стенд полунатурного моделирования (СПМ) предназначен для моделирования парамет-

ров ГТД в реальном масштабе времени, моделирования режимов работы ГТД в эксплуатаци-

онном диапазоне высот и скоростей полета, взаимодействия с системами верхнего уровня 

по каналам информационного обмена, проверки функционирования блока САУКиД и др. [10]. 

На рис. 2 представлена схема взаимодействия нейросетевой модели ГТД с СПМ. Модель 

ГТД разбита на два цикла времени, каждый из которых выполняется на отдельном ядре цен-

трального процессора ПЭВМ. В основном цикле с наивысшим приоритетом осуществляется 

прием данных от СПМ и работа нейросетевой модели. В другом цикле с меньшим приорите-

том осуществляется передача рассчитанных модельных данных на СПМ. 

САУКиД

Стенд полунатурного

моделирования

Нейросетевая 

модель ГТД

Цикл передачи 

данных на СПМ

Цикл приема 

данных от СПМ 

Аналоговые

Дискретные

Аналоговые

Дискретные

Рис. 2. Схема взаимодействия модели ГТД с СПМ 

Разделение на два цикла времени между ядрами процессора с различными приоритетами 

необходимо для обеспечения работы модели в реальном времени.  

СПМ работает с графической средой имитационного моделирования Matlab Simulink. 

В ней реализуются каналы информационного обмена, имитатор дозатора топлива, система 

визуализации, записи и др. (рис. 3). Интеграция обученной нейросетевой модели ГТД в фор-
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мат Simulink производится встроенными средствами, представляет собой простую процеду-

ру, что и объясняется выбором данного пакета для реализации моделей. Пример реализации 

скрытого слоя NARX сети в среде Simulink показан на рис. 4, а, реализация блока GRU – 

на рис. 4, б [11]. 

Сравнение вышеуказанных моделей показывает, что архитектура NARX обладает боль-

шей точностью. На рис. 5 приводятся переходные процессы температуры газа за турбиной 

низкого давления TТНД как сложного моделируемого параметра. 

Рис. 3. Общий вид реализации взаимодействия НС с СПМ в среде Matlab Simulink 

а б 

Рис. 4. Реализация рекуррентных нейронных сетей в среде Matlab Simulink 

Рис. 5. Сравнение моделей NARX и GRU: параметр TТНД



АВИ АЦ ИОНН АЯ И  РАКЕТН О -КОСМ ИЧЕСК АЯ ТЕХН ИК А  48

Средняя ошибка аппроксимации NARX сети составила не более 0,2 %: параметр 

n1 – 0,19 %; n2 – 0,08 %; πк – 0,11 %; αРНА– 0,13 %; TТНД – 0,18 %. Для GRU сети средняя 

ошибка аппроксимации составила около 1 %: n1 – 0,95 %; n2 – 0,69 %; πк – 0,76 %; αРНА – 

0,68 %; TТНД – 0,56 %. Отметим, что структура NARX чувствительна к частоте дискретиза-

ции обрабатываемых данных и величине задержки (памяти), что сильно сказывается на со-

здании сложных процессов. Архитектура GRU хорошо решает эти проблемы, такая архитек-

тура затрачивает меньше вычислительных ресурсов при обучении, а также лишена проблемы 

«затухающего» и «взрывного» градиента. Исследования показали, что на больших выборках, 

полетных режимах с разными M (число Маха) и Н (высота), GRU сеть показывает лучшие 

результаты. Это говорит о том, что необходимо глубже проводить исследование 

с параметрами обучения GRU сети: алгоритмом Adam, режимами сброса вентиля, парамет-

рами скорости обучения, набором активационных функций и т.д. 

ЗАКЛЮЧЕНИЕ 

Разработана методика создания моделей газотурбинного двигателя на основе рекуррент-

ных нейронных сетей для применения на стендах полунатурного моделирования. Создавае-

мые модели учитывают динамические характеристики двигателя с соблюдением структур-

ной и параметрической адекватности аналитической модели. Сравнение двух архитектур ре-

куррентных нейронных сетей NARX и GRU показывает, что первая больше подходит для со-

здания более простых моделей (с небольшим числом моделируемых параметров), вторая – для 

создания сложных моделей с большим числом параметров. Ошибки моделирования GRU сети 

свидетельствуют о необходимости дополнительного исследования такого типа архитектур. 

Апробация проведена на стенде полунатурного моделирования в составе реальной 

САУКиД для режимов запуска на земле и в полете. Подтверждена точность, необходимая 

для решения задач управления и формирования требований к агрегатам электронных систем 

управления. 

Развитие таких технологий является основополагающей в Университете 4.0, где образо-

вательная, исследовательская и инновационная деятельность направлены на развитие чело-

века и общества в целом. Нейросетевые подходы в моделировании могут применяться для 

создания полноценных цифровых двойников, где к 3D твердотельному моделированию мо-

жет подключаться модель физических процессов и поведения объекта на основе рекуррент-

ных нейронных сетей для решения задач анализа и синтеза объекта, его оптимизации и по-

вышения надежности. 

Представленная тематика научных исследований является одной из составляющих науч-

ной деятельности университета нового поколения, ориентированного на цифровизацию ос-

новных процессов. На наш взгляд, использование цифровых технологий в научной деятель-

ности любого университета обеспечивает органичное встраивание высшей школы в страте-

гию развития Индустрии 4.0.  
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